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CHEMOMETRICS I: MULTIVARIATE CALIBRATION, A TUTORIAL. The aim of this work is
to present a tutorial on Multivariate Calibration, a tool which is nowadays necessary in basically
most laboratories but very often misused. The basic concepts of preprocessing, principal compo-
nent analysis (PCA), principal component regression (PCR) and partial least squares (PLS) are
given. The two basic steps on any calibration procedure: model building and validation are fully
discussed. The concepts of cross validation (to determine the number of factors to be used in the
model), leverage and studentized residuals (to detect outliers) for the validation step are given.
The whole calibration procedure is illustrated using spectra recorded for ternary mixtures of 2,4,6
trinitrophenolate, 2,4 dinitrophenolate and 2,5 dinitrophenolate followed by the concentration pre-
diction of these three chemical species during a diffusion experiment through a hydrophebic liquid
membrane. MATLAB software is used for numerical calculations. Most of the commands for the
analysis are provided in order to allow a non-specialist to follow step by step the analysis.
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INTRODUCAO

O uso de computadores para analisar dados quimicos cresceu
drasticamente nos dltimos vinte anos, em parte devido aos re-
centes avangos em “hardware” e “software”. Por outro lado, a
aquisi¢do de dados principalmente na drea de quimica analitica,
atingiu um ponto bastante sofisticado com o interfaceamento de
instrumentos aos computadores produzindo uma enorme quanti-
dade de informagfo, muitas vezes complexa e variada.

Uma das caracteristicas mais interessantes dos modernos
instrumentos é o nimero das varidveis que podem ser medidas
em um dnica amostra. Um exemplo notdvel € a intensidade de
absor¢do em mil ou mais comprimentos de onda que € rotinei-
ramente registrada em um tnico espectro. De posse de tal quan-
tidade de dados, a necessidade de ferramentas novas e mais
sofisticadas para tratd-los e extrair informagdes relevantes cres-
ceu muito rapidamente, dando origem & Quimiometria, que €
uma 4rea especificamente destinada a andlise de dados quimi-
cos de natureza multivariada.

A quimiometria ndo é uma disciplina da matemdtica, mas
sim da quimica, isto €, os problemas que ela se propde a resol-
ver sdo de interesse e originados na quimica, ainda que as fer-
ramentas de trabalho provenham principalmente da matemadti-
ca, estatistica ¢ computagio. Como citado por Kowalski' “as
ferramentas quimiométricas sdo veiculos que podem auxiliar
os quimicos a se moverem mais eficientemente na diregio do
maior conhecimento”. Isto nos leva a uma defini¢do formal de
quimiometria: ““... uma disciplina quimica que emprega méto-
dos matemdticos e estatisticos para planejar ou selecionar ex-
perimentos de forma otimizada e para fornecer o maximo de
informagéio quimica com a andlise dos dados obtidos”!.

Experimentos envolvendo a andlise espectrofotométrica
quantitativa de amostras com muitos componentes cujos espec-
tros sejam superpostos sdo bastante importantes em disciplinas
de quimica analiftica, sejam elas bdsicas ou mais avangadas.
Em geral, as concentragdes dos compostos de interesse numa
amostra sdo determinadas através da resolugdo de um sistema
de equagdes simultineas obtido pela lei de Beer em tantos
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comprimentos de onda quantos forem os analitos. Curvas de
calibracdo sfo construidas em cada comprimento de onda a
partir de solugdes padriio de cada analito a fim de estabelecer
constantes de proporcionalidade individuais entre concentragdo
e intensidade de absorgdo. No caso de misturas bindrias sim-
ples, muitas vezes obtemos bons resultados por este método.
Entretanto, quando se passa para amostras reais, podem surgir
problemas devido a interferéncias espectrais e desconhecimen-
to da real identidade dos compostos de interesse. Nestas situ-
acdes, a resolugdo simultinea das equagSes j4 ndo fornece re-
sultados precisos e por isso foram buscados novos métodos
para resolver este tipo de problema.

Atualmente a quimiometria ja € suficientemente estabelecida e
de uso disseminado para que justifique sua introdugfo em cursos
regulares da drea de quimica. Neste sentido, seria interessante
adaptar alguns experimentos para que métodos quimiométricos
possam ser introduzidos em cursos de graduag@o.

Neste tutorial sdo usados espectros de misturas terndrias
registrados na regiio UV-Vis para as etapas de modelagem e
validagdo do modelo de calibragdo. Como aplicagdo, dados
experimentais provenientes do transporte das mesmas espécies
através de uma membrana liquida hidrofébica sfo usados para
a etapa de previsdo. Tais membranas tém sido utilizadas como
modelos de membranas bioldgicas, para o estudo de mecanis-
mos de transporte e separa¢do de espécies quimicas carrega-
das, sendo de grande utilidade em processos industriais para a
remoc¢do de cdtions a partir de solugdes bastante diluidas de
diferentes cétions metdlicos®. Este &, portanto, um exemplo
muito interessante do ponto de vista quimico e adequado do
ponto de vista pedagégico.

Para a andlise de dados os métodos multivariados sdo os
mais adequados, porque permitem um estudo com vdrias espé-
cies presentes ao mesmo tempo, ndo importando a existéncia
ou auséncia de diferengas espectrais marcantes entre elas nem
a existéncia de alta correlagio nos dados. E possivel, também,
a identificagfio de problemas eventuais com linha base ou in-
terferentes nas amostras usadas na calibra¢do e nas novas amos-
tras, de previsio®.

O objetivo deste trabalho é despertar a motivagdo dos alu-
nos em nivel de graduagéo/pés-graduag@o para o uso da andli-
se multivariada em quimica, utilizando para isto um exemplo
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simples mas de grande interesse em aplicagbes. O software
MATLAB™ foi escolhido por oferecer um ambiente computa-
cional amigével e de alto nivel, especialmente na drea de dlge-
bra linear, que tem sido usado amplamente € com muito suces-
s0 em quimiometria e em diversas outras dreas.

Softwares de dominio piblico e de “performance” seme-
lhante a0 MATLAB tais como ScilLab podem ser obtidos gra-
tuitamente através do endereco:

http://www-rocq.inria.fr/scilab/

METODOS

Com grande frequéncia, o objetivo de uma andlise quimica
é determinar a concentragio de um determinado analito em
amostras, isto &, um composto quimico de interesse presente
nas mesmas. Os instrumentos de laboratério ndo produzem
diretamente as concentragdes como resposta. Por exemplo um
espectrofotdmetro registra absorbincias que naturalmente de-
pendem das concentragdes dos analitos.

Calibrag@io é o procedimento para encontrar um algoritmo
matemdtico que produza propriedades de interesse a partir dos
resultados registrados pelo instrumento. O resultado de uma
calibragdo pode ser representado pelo diagrama abaixo
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onde o instrumento associado ao algoritmo funciona como se
fosse um novo “instrumento”. Absorbancia e concentragdo sdo
apenas exemplos das iniimeras possibilidades que este procedi-
mento oferece para obtengdio de informacdes de interesse a
partir de sinais instrumentais. Um exemplo importante em ou-
tra drea - mas que utiliza as mesmas idéias - é a tomografia,
onde sinais de radiagdo sdo transformados em imagens.

Uma vez encontrado, este algoritmo poderd ser usado para
prever a concentragdo do componente quimico de interesse em
amostras de composigdo desconhecida, usando a resposta instru-
mental das mesmas. Neste tutorial, os termos espectro e concen-
tragdo serdo genericamente utilizados para se referir as medidas
instrumentais e propriedade das amostras respectivamente.

Os espectros, um para cada amostra, sfo organizados numa
matriz, X (n x m), de varidveis independentes,

X;1 Xz o Xpp
Xy X e X
20 X2z 2m
X= . . .
Xpg Xpz2 oo Xpm

onde cada linha representa uma amostra € contém as respostas
medidas para a mesma.

Por exemplo, para a iésima amostra, X;;, Xj2, ..., Xi S30 as
absorbéncias registradas, uma para cada comprimento de onda.
Cada coluna de X corresponde a um comprimento de onda espe-
cifico. Portanto, X5, Xj, ..., X5; 40 as respostas na jésima fre-
quéncia para as amostras /, 2, ..., n. O outro conjunto de dados
¢é constituido das variaveis dependentes e organizado na matriz
Y, caso haja mais de uma varidvel (mais de um analito de inte-
resse), ou pelo vetor y, no caso de uma tnica varidvel. O total
de elementos deste vetor € igual a n, isto &, o nimero de amos-
tras, e corresponde s concentrages de um determinado analito
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de interesse ou alguma outra propriedade que se espera prever
no futuro.

O processo geral de calibragdo™ consiste de duas etapas:
MODELAGEM, que estabelece uma relagdo matematica entre
X e Y no conjunto de calibragdo e a VALIDACAO, que otimiza
a relacdo no sentido de uma melhor descrigido do analito(s) de
interesse. Uma vez concluida a calibrag@o, o sistema (instru-
mento fisico + modelo matemadtico) representado esquematica-
mente no diagrama acima estd apto a ser utilizado para previ-
sdo em outras amostras. Neste trabalho usa-se as onze primei-
ras solucdes da tabela 1 como conjunto de calibragdo. Aplica-
se o método de validagio cruzada para validagio do modelo,
bem como as quatro dltimas solugdes (12 a 15) da Tabela 1
como conjunto-teste. O modelo validado foi aplicado para pre-
ver as concentra¢des dos trés analitos em um experimento de
transporte através de membranas.

34

Tabela 1. Misturas usadas na preparagdo das curvas de cali-
bragdo multivariada*.

Mistura [2,4-dnf] x10°  [picrato] x10°  [2,5-dnf] x10°
(mol L) (mol L-1) (mol LY
ol 2,0 1,0 2,0
02 1,5 1,0 1,5
03 1,0 0,8 2,0
04 2,0 0,8 1,0
05 1,0 0,5 0,5
06 0,5 0,5 1,0
07 0,8 0,8 0,8
08 0,4 0,6 0,8
09 0,8 0,6 0,4
10 1,5 1,2 1,0
11 1,4 1,0 1,2
12 1,0 1,0 1,0
13 1,2 0.7 0,8
14 1,5 0.8 1,0
15 1,0 0,7 1,2

*As onze primeiras amostras sdo do conjunto de calibragio e
as quatro tltimas, do conjunto-teste.

Os dados experimentais originais podem ndo ter uma distri-
buicdo adequada para a andlise, dificultando a extragio de infor-
magdes tteis e interpretacdo dos mesmos. Nestes casos, um
preprocessamento™ nos dados originais pode ser de grande
valia. Medidas em diferentes unidades e varidveis com diferen-
tes varidncias sdo algumas das razdes que levam a estes proble-
mas. Os métodos de preprocessamento mais utilizados consis-
tem basicamente em centrar na média ou autoescalar os dados.
No primeiro caso, calcula-se a média das intensidades para cada
comprimento de onda e subtrai-se cada intensidade do respecti-
vo valor médio. Autoescalar significa centrar os dados na média
¢ dividi-los pelo respectivo desvio padrio?, sendo um para cada
comprimento de onda. No caso de calibragdo de dados espec-
troscopicos, recomenda-se centrar os dados na média.

Os comandos para ambos os preprocessamentos na lingua-
gem do MATLAB (ou SciLab) sdo muito simples e utilizam
fung¢Ges previamente definidas. Para centrar os dados na média
usam-se os comandos

[n,m] = size(X);
Xm = mean(X);
Xcm = X-ones(n,1)*Xm;

onde Xm ¢é o vetor das médias das colunas de X, e Xcm é a
matriz resultante dos dados centrados na média. O sinal “;”
nas expressoes acima € usado para indicar que as respostas ndo
devem ser mostradas na tela do computador.
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Para autoescalar os dados sdo usados os seguintes comandos

Xstd = std(X);
Xa = Xcm./(ones(n,1)*Xstd);

onde Xstd € o vetor contendo os desvios padrdes das colunas
de X, e Xa é a matriz dos dados originais autoescalados. As
expressdes “mean” e “std” sdo fungbes internas do software
que calculam as médias e desvios padrdes® das colunas de X.
A disponibilidade destas (e intimeras outras) fungdes internas
otimizadas € que caracterizam um ambiente computacional
como sendo de alto nivel e torna conveniente o seu uso.

O fluxograma abaixo mostra um esquema geral dos méto-
dos de calibragfo.

Todas as substancias
espectroscopicamente
ativas séio conhecidas?

| |
CLS
Produz os espectros puros O nimero
de todos os de varidveis
componentes ¢é pequeno?
como resultado

Sim Nio
MLR/ILS PCR
Nio sdo necessdrios PLS
0S espectros puros

Os métodos tradicionais de calibragdo CLS (método classi-
co de minimos quadrados) e MLR (regressdo linear miltipla),
tém suas vantagens e desvantagens quando aplicados a proble-
mas quimicos. Ambos utilizam toda a informagio contida na
matriz de dados X para modelar a concentragdo, isto ¢, toda a
informagdo espectral, incluindo informagdes irrelevantes (fa-
zem pequena remogdo de ruido). O CLS tem como principal
problema a necessidade de se conhecer as concentragdes de
cada espécie espectroscopicamente ativa no conjunto de cali-
bragdo, o que em geral é impossivel nos problemas préticos. J4
o método MLR sofre do problema de colinearidade: o nimero
de amostras deve exceder o nimero de varidveis, que por sua
vez devem fornecer predominantemente informac&o tnica. Te-
mos neste caso a op¢do de selecionar um certo nimero de
varidveis que seja menor que o nimero de amostras e que pro-
duzam informagdo “dnica”, o que pode ser demorado e tedio-
so. Mais interessante, entfio, seria a utilizacdo de algum méto-
do que, como o CLS, use o espectro inteiro para andlise, €
como 0 MLR, requeira somente a concentragdo do analito de
interesse no conjunto de calibragio.

Dois métodos que preenchem estes requisitos sio PCR (Prin-
cipal Component Regression) ¢ PLS (Partial Least Squares)®”’,
dai a escolha dos mesmos. neste tutorial. Estes dois métodos
sdo consideravelmente mais eficientes para lidar com ruidos
experimentais, colinearidades e ndo linearidades. Todas as va-
ridveis relevantes sdo inclufdas nos modelos via PCR ou PLS,
o que implica que a calibragdo pode ser realizada eficiente-
mente mesmo na presenga de interferentes, ndo havendo neces-
sidade do conhecimento do niimero e natureza dos mesmos. Os

métodos PCR e PLS s#o robustos, isto é, seus pardmetros pra-
ticamente ndo se alteram com a inclusio de novas amostras no
conjunto de calibraggo®’. Em especial o método PLS tem se
tornado uma ferramenta extremamente Gtil e importante em
muitos campos da quimica, como a fisico-quimica, a quimica
analitica, a quimica medicinal, ambiental e ainda no controle
de indmeros processos industriais.

A base fundamental da maioria dos métodos modernos para
tratamento de dados multivariados é o PCA>® (Principal
Component Analysis), que consiste numa manipulagdo da ma-
triz de dados com objetivo de representar as variagdes presen-
tes em muitas varidveis, através de um nimero menor de “fa-
tores”. Constréi-se um novo sistema de eixos (denominados
rotineiramente de fatores, componentes principais, varidveis la-
tentes ou ainda autovetores) para representar as amostras, no
qual a natureza multivariada dos dados pode ser visualizada
em poucas dimensdes.

Com o intuito de entender como funciona o método PCA,
serd usado um exemplo pedagégico simples com duas vardveis.
A figura 1 mostra o grdfico bidimensional de um conjunto de
30 amostras (n = 30). A matriz de dados consiste, neste caso,
de duas colunas (m = 2) representando as medidas de intensi-
dades registradas para dois comprimentos de onda A, € A; nas
30 amostras. Cada linha da matriz de dados ¢ representada por
um ponto no grafico. Em termos geométricos a fungio das
componentes principais € descrever a variagdo ou espalhamen-
to entre os pontos usando o menor nimero possivel de eixos.
Isto ¢é feito definindo novos eixos, componentes principais, que
se alinham com os dados. Note que na figura 1, nem A; nem A,
descrevem a maior variagdo nos dados. No entanto, a primeira
componente principal PC1, tem uma direggo tal que descreve o
méximo espalhamento das amostras, mais que qualquer uma
das duas varidveis originais. Além disto, a percentagem da
variagdo total nos dados descrita por qualquer componente prin-
cipal pode ser previamente calculada. Neste exemplo, PC1
descreve 92,5% da variagdo e PC2, ortogonal a PC1, é estima-
da para descrever a mdxima variacdo restante, isto €, 7,5%. As
novas coordenadas das amostras, no novo sistema de eixos das
componentes principais mostradas pela linha cheia na figura 1
sdo denominadas de “scores”. Cada componente principal é
construfda pela combinagdo linear das varidveis originais. Os
coeficientes da combinagfio linear (o peso, ou quanto cada
varidvel antiga contribui) sfo denominados de “loadings” e
representados pela linha tracejada na Figura 1. Note que eles
sdo, na realidade, os cossenos dos dngulos entre os eixos ori-
ginais e o novo eixo (PC).
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Figura 1. Grdfico de um conjunto de dados bidimensiona‘is (ALAz),
mostrando os eixos das componentes principais (PC,PCy) .

* Para defini¢do de média e desvio padrio, o leitor deve consultar qual-
quer livro bisico de estatistica, por exemplo, J. E. Freund & G. A.

Simon, "Modern Elementaru Statistics”, 9* Ed. Prentice Hall, 1997.
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* Os “scores” de uma amostra sdio representados por (——) ¢ os
“loadings” por (----) As linhas tracejadas (—..—..—) respresentam as
coordenadas de uma amostra em relagdio aos eixos originais.
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H4 uma variedade de algoritmos usados para calcular os
“loadings” e” “scores”. Um, comumente empregado, € o de
decomposi¢do de valores singulares (SVD)? onde a matriz de
dados € escrita como:

X=USV'
Na linguagem do MATLAB (ou SciLab), basta usar o comando
[U S V]=svd(X);

para obtermos as matrizes U, S e V. Mais uma vez, este co-
mando executa uma operagdo fundamental da 4lgebra
matricial por algoritmos altamente eficientes e longe de se-
rem triviais, mesmo para um analista numérico experiente.
As colunas de U e V sio ortonormais®. A matriz V é a matriz
dos “loadings”, onde a primeira coluna contém os “loadings”
de PC1 e assim por diante. UsS corresponde & matriz T dos
“scores”. S é uma matriz diagonal cujos elementos (valores
singulares) contém informagio sobre a quantidade de variin-
cia que cada componente principal descreve’. A matriz S é
importante na determinagdo da dimensionalidade intrinseca
da matriz de dados X (posto de X). Os autovalores que forem
pequenos serdo excluidos, e as informagdes relevantes podem
de alguma maneira ser separadas, eliminando-se assim os
ruidos experimentais. A expressio abaixo mostra a relagdo
entre o valor singular e a varilincia contida na jésima compo-
nente principal

2

VAR%PCj = —2-x100

2
255

j=

onde o denominador dd o valor da varidncia total € p € o ni-
mero total de valores singulares do conjunto de dados (0 me-
nor valor dentre n € m). Os comandos para o cilculo de
varincia percentual em cada componente principal sdo

s=diag(8).2;
vart=sum(s);
VAR%PC=(s/vart)*100;

A etapa de construgdo do modelo de calibragiio comega com
a seleg@o de um conjunto de amostras cuidadosamente escolhi-
das para que sejam representativas de toda a regido a ser mo-
delada. Estes serdo os padrdes (conjunto de calibragdo) utiliza-
dos na construgido de um modelo apropriado para relacionar as
respostas instrumentais com a concentragio, na forma

y=Xp

onde B € o vetor de regressdo, que se deseja calcular. Isto se
torna trivial por meio da decomposicdo de valores singulares,
devido as propriedades das matrizes dos “loadings” e “scores”.
Neste caso temos

y = USV'3 = = VS'luy

byt ___{Oparai:tj
L parai=j
¢ O método PCA esti baseado na correlagiio entre varidveis e, na reali-
dade, agrupa aquelas varidveis que estiio altamente correlacionadas. As
colunas da matriz de "loadings”, V, correspondem aos autovetores da
matriz de varidncia - covariincia, X'X, enquanto que os elementos da
matriz S sdio as raizes quadradas dos autovalores da mesma, ordenados
em ordem decrescente. Fica assim claro, que cada valor singular, s,
representa uma fragio da variiincia total.
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o que é obtido pelo simples comando na linguagem do MATLAB
(ou ScilLab):

beta=V(:, 1:k)*inv(S(1:k, 1:k)*U(;, 1:k)"*y

onde V(:, 1:k) significa tomar todas as linhas e as colunas de
1 até k da matriz V; inv(S(1:k, 1:k), significa calcular a inver-
sa da matriz quadrada formada pelas linhas e as colunas de 1
a k da matriz S e finalmente U(:, 1:k)', calcula a transposta
daquela matriz obtida tomando-se todas as linhas e as colunas
de 1 a k da matriz U.

A decisdo sobre o nimero k de componentes principais a
ser utilizado no modelo serd discutida mais adiante.

Um aspecto caracteristico do método PCR ¢ a construgdo
das componentes principais utilizando unicamente as respos-
tas instrumentais (X) sem levar em consideragio informagdes
provenientes das concentragdes (y). Isto pode se constituir
numa fragilidade do método no caso em que o analito de
interesse tem um sinal muito fraco e portanto n3o influencia
fortemente nas primeiras componentes principais, fazendo
com que um nimero maior delas seja necessdrio para a cons-
trugdo do modelo.

Outro método de regressdo que utiliza a modelagem de com-
ponentes principais é o PLS, que contorna a dificuldade carac-
terfstica do PCR descrita acima usando a informagio das con-
centragdes na obtencdo dos fatores, o que sé é justificdvel se
tais concentragdes tiverem valores confidveis. O primeiro fa-
tor, neste caso chamado de varidvel latente, descreve a diregdo
de mdxima variincia que também se correlaciona com a con-
centragdo. Estas varidveis latentes sdo na realidade combina-
¢Oes lineares das componentes principais calculadas pelo mé-
todo PCR. Ha vidrios algoritmos para calcular a decomposigfo
usada em PLS. Os dois mais populares sio NIPALS™ e SVD.
Kowalski e Seasholtz!? apresentam um algoritmo simples para
PLS que usa a decomposi¢do de valores singulares. Como no
caso anterior, o0 método PLS assume um modelo inverso. A
matriz de dados X é decomposta em trés matrizes, como no
método PCR, embora por outro processo’!.

A preferéncia de um dentre estes dois métodos niio pode ser
aconselhada de uma forma genérica uma vez que ambos sido
em geral igualmente eficientes e as pequenas variagGes depen-
dem de caso para caso.

Antes da aplicagdo do modelo construido, o mesmo deve
ser validado com o objetivo de testar a sua capacidade predi-
tiva; sem esta etapa ndo hd sentido em prosseguir. A validagio
consiste em testar o modelo prevendo concentragdes de amos-
tras (de preferéncia ndo usadas na sua construgiio), para esta-
belecer se ele de fato ird refletir o comportamento do analito
de interesse. Durante a etapa de validagdo dois fatores devem
ser considerados:

1 - O niimero de fatores k a ser utilizado no modelo (nimero de
componentes principais ou nimero de varidveis latentes).
2 - Detecgdo de “outliers” (amostras andmalas).

Para a determinagfio das componentes principais que serdo
empregadas na modelagem, o ideal seria a utilizagdo de um
conjunto-teste de dados. Entretanto, na maioria das vezes isto
ndo é possfvel pois pode ser um processo demorado e caro.
Uma alternativa prética, e que funciona bem, é o método de
validagdo cruzada',

A valida¢do cruzada ¢ uma metodologia utilizada para a
escolha do nimero de componentes principais baseada na ava-
liagdo da magnitude dos erros de previsdo de um dado modelo
de calibragdo. Esta avaliagio é feita pela comparacio das pre-
visdes das concentra¢Ses previamente conhecidas (c; i = 1:n),
e em resumo consiste do seguinte:

1 - Remove-se uma ou mais amostras i do conjunto de calibra-
¢do e constrdi-se 0 modelo como anteriormente.
2 - Usa-se o novo modelo para prever os dados removidos é;.

727



3 - Calcula-se o erro de previsdo (¢;-é)).
4 - Calcula-se a soma dos quadrados dos erros de previsdo:
PRESS Y.(c; —é,~)2ou a raiz quadrada RMSEP, que é na
i

T =&)?

4 onde n é o nime-
n
ro de amostras do conjunto de calibrag@o.

Na linguagem do MATLAB (ou ScilLab) para a j-ésima
componente principal temos:

realidade um desvio padréo

X=[X(1:i-1,:);X(i+1:n,:)]; (i-ésima amostra excluida do conjun-
to de dados)
x=X(i,:); (dados referentes a i-ésima amostra)

(calcula beta para ser usado na etapa seguinte)
cest=x*beta(:,j); (concentracdo estimada para a i-ésima amostra)
EP(,j)=(c-cest); (erro de previsdo calculado para a i-ésima amostra)

O processo é repetido para i=1:n

PRESS=sum(EP(:,j).*2);
RMSEP=(sum(EP(:,j))/n).~0.5;

O processo € repetido para modelos com uma, duas e assim
por diante, componentes principais. Para cada sistema em estu-
do, o nimero mais adequado de fatores, k, serd o correspon-
dente ao menor valor de PRESS*?,

A detecgdo de “outliers” é tdo importante quanto a determi-
nagdo do nimero de componentes principais que serdo empre-
gadas no modelo. Ao verificar a qualidade do conjunto de ca-
libragdo, deve-se assegurar de que as amostras formam um
conjunto homogéneo, removendo-se aquelas amostras que sfo
solitdrias. Para a detecg¢do de “outliers”, usa-se duas grandezas
complementares: “leverage” e residuos de Student.

A “leverage” é uma medida da influéncia de uma amostra no
modelo de regressdo. Um valor de “leverage” pequeno indica que
a amostra em questdo influencia pouco na constru¢éo do modelo
de calibragdo. Por outro lado, se as medidas experimentais de
uma amostra sio diferentes das outras do conjunto de calibragdo,
ela provavelmente terd uma alta influéncia no modelo, que pode
ser negativa. Em geral, estas amostras solitdrias estdo visiveis no
grifico de “scores”. A “leverage” pode ser interpretada geometri-
camente como a distdncia de uma amostra ao centréide do con-
junto de dados e é calculada segundo a equagio

k= L, (x; - %) X'X) ! (x; - %)
n

onde x; é 0 espectro da iésima amostra, % € o espectro médio e
X'X ¢ a matriz de varidncia-covaridncia. Pela expressio acima,
vé-se claramente que a “leverage” é uma fungdo da distancia
da amostra & média e das correlagdes entre as varidveis.

Outra maneira bastante simples de se calcular “leverage” é
medindo a distincia de uma amostra ao centro do conjunto
através do célculo da distincia Euclideana no espago das com-
ponentes principais

H=TT!

onde T é a matriz dos “scores”. Os elementos da diagonal de H,
h;;, estdo diretamente relacionados com os valores da “leverage”.

Existe uma regra préitica que nos permite distinguir amos-
tras andmalas: as amostras com h;;>h.;, onde

3k

erit =0
n
sio consideradas suspeitas e devem ser analisadas caso a caso.

Aqui, n € o nimero de amostras do conjunto de calibragio € k
¢ o nimero de componentes principais ou varidveis latentes.
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E interessante, ainda, analisar os residuos das concentra-
¢des'? que sdo calculados, por exemplo, por validagio cruzada.
Amostras mal modeladas tém residuos altos. Para obter a in-
fluéncia de cada amostra em particular, temos o residuo de
Student, que, para a amostra i, é dado como

Lresc; = ﬂ)z—
\J (n-D(1-h)

(c; —¢;)

Lrescdl -k

onde Lresc; é o residuo da concentragdo da amostra i corrigido
pela “leverage”.

A seguir estdo os comandos usados no cdlculo da “levera-
ge” e residuos de Student para o g-ésimo analito.

Red duo de Student; =

lev = zeros(n,l);

h = V(,LK)*inv(T(, LX) *T(C, LK) *T¢, 1:X)’;

for i = 1:n (cédlculo da “leverage” para as n amostras)
lev(i) = X(,:)*h(:,i);

end

res=X*beta-Y; (conc. Estimadas - conc. Experimentais)
Iresc(q)=sqrt((1/(n-1)*((ones(n,1)-lev).A(-2))’ . *res(:,q)" Y*res(:,q))
res_st(:,q) = res(:,q)./(Iresc(q)*sqrt(ones(n,1)-lev)); (residuos de
Student para o g-ésimo analito)

Supondo-se que os residuos de Student sio normalmente dis-
tribuidos pode-se aplicar um teste f como indicativo, para verifi-
car se a amostra estd ou ndo dentro da distribuicdo com um nivel
de confianga de 95%. Como os residuos de Student sdo definidos
em unidades de desvio padrdo do valor médio, os valores além de
+2,5 sdo considerados altos sob as condi¢Ges usuais da estatistica.

A andlise do gréfico dos residuos de Student versus “levera-
ge” para cada amostra ¢ a melhor maneira de se determinar as
amostras andmalas. Amostras com altos residuos mas com pe-
quena “leverage” provavelmente tém algum erro no valor da
concentragdo, que deve, de preferéncia, ser medida novamente.
Outra opgdo serd a exclusdo de tal amostra do conjunto de cali-
bragdo. Amostras com residuo e “leverage” altos devem sempre
ser excluidas ¢ o modelo de calibragio reconstruido.

Uma vez validado e otimizado o modelo est4 pronto, isto €, o
nimero de fatores k estd definido e as amostras andmalas foram
detectadas e exclufdas. Como resultado, obtém-se o vetor de re-
gressdo “beta” (f), que serd entfio usado para a previsio da con-
centragao, Cpr, de novas amostras (do conjunto de previsio):

— et
cpnv - xprevﬁ

onde X, contém o espectro de uma nova amostra.
Entretanto, se o objetivo é prever concentragdes de novas
amostras, para que os resultados sejam confidveis, € necessério
que todas estas novas amostras estejam na mesma faixa de
concentragbes daquelas usadas na etapa de calibragio.
. Um ponto ainda a ser comentado € o vetor de regressio (B).
E interessante notar que se a resposta instrumental do analito de
interesse € ortogonal as outras respostas, isto &, se ndo hi
superposic@o de bandas no espectro, o vetor de regressdo é igual
a resposta do analito, a menos de um escalar. Por outro lado, se
h4 alguma superposicdo o vetor de regressio perde as caracteris-
ticas individuais do analito, e neste caso uma interpretagdo qua-
litativa do vetor de regressiio deve ser feita com muita cautela.

EXPERIMENTAL

Os dados usados neste tutorial sdo provenientes de mistu-
ras de trés sais de potdssio - 2,4,6-trinitrofenolato (picrato),
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2,4-dinitrofenolato (2,4-dnf) e 2,5-dinitrofenolato (2,5-dnf).
Na Figura 2 sdo mostrados os espectros destes (rés compostos
puros, obtidos a partir de solugdes 1,0.10°% mol L', E visivel
que os dois dinitrofenolatos tém espectros muito semelhan-
tes; no entanto, os métodos multivariados podem ser empre-
gados mesmo que os trés compostos tenham espectros
superpostos em uma larga faixa de comprimentos de onda.

k{olad
O,VOL |
0,25
b — 2,5-dnf
0,20 ====2,4-dnf
k-] == picrato
Q0
% 0,15
2
o
(73
2 olo
0,05
ooob, . ) 1 )
200 300 400 500 600 700

Comprimento de onda (nm)

Figura 2. Espectros UV i Vis dos trés compostos utilizados no expe-
rimento de difusdo.

Para este trabalho foram preparadas quinze misturas (vide
Tabela 1) com concentragdes diferentes de cada um dos com-
postos, e seus espectros foram registrados num espectrofotd-
metro com arranjo de diodos HP 8452 A. Os espectros foram
coletados entre 220 e 530 nm, com intervalos de 2 nm, produ-
zindo 156 varidveis.

No experimento final, envolvendo o transporte dos trés de-
rivados fendlicos através de uma membrana liquida hidrofébica,
utiliza-se um sistema de tubo em U esquematizado na Figura
3, acoplado ao espectrofotometro. Como fase fonte foi usada
uma mistura 1,0 x 102 mol L' em cada composto. A membra-
na empregada foi uma solugdo 3,0 x 102 mol L' de éter coroa
18C6 (o carregador) em cloroférmio.

F. RECEBIMENTO

FONTE MEMBRANA

Figura 3. Sistema de tubo em U utilizado nos experimentos de transporte.

Os espectros foram registrados na fase de recebimento em
intervalos regulares de cinco minutos; a partir destes espectros
e do modelo recém construido, foi possivel prever a concentra-
¢do de cada composto em cada tempo e calcular a taxa de
transporte dos mesmos.

A Figura 4 mostra o perfil de um conjunto de espectros
registrados.

RESULTADOS E DISCUSSAO

O modelo de calibragdo foi construido utilizando as onze
primeiras amostras da Tabela 1, X=(n=11 x m=156), ¢ o
preprocessamento utilizado constituiu em centrar os dados na
média. Convém salientar que neste exemplo hd trés analitos de
interesse e, portanto, o bloco Y pode ser representado como

uma matriz Y=(11 x 3).
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Absorbincia
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Figura 4. Grdfico da superficie de resposta para um experimento
de transporte.

Inicialmente foi feita a Andlise de Componentes Principais
(PCA) com o objetivo de se ter uma idéia do nimero de com-
ponentes principais necessdrios para descrever o conjunto de
dados. Pela andlise PCA se observa que trés componentes prin-
cipais sdo suficientes e os resultados da porcentagem de vari-
ancia explicada em cada componente principal estdo na Tabela
2. A Figura 5 contém os “loadings” para as trés primeiras com-
ponentes principais. E interessante comparar estes resultados
com os espectros puros (Figura 2). Estd claro que toda a regifio
espectral utilizada € importante na andlise.

Tabela 2. Porcentagem de varidncia obtida com a anilise de
componentes principais (PCA).

Porcentagem de varidncia explicada pelo modelo PCA

# Componente % Varidncia desta % Variancia

principal PC total
1 97,52 97,52
2 1,41 98,94
3 1,05 99,99
4 0,00086 100,00
5 0,0008 100,00
6 0,00 100,00
0,251

0,2-

0,15f
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3

;0,05{

ok
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- N B )
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Figura 5. Grdfico de “loadings” das trés primeiras componentes principais.

Neste tutorial, a titulo de ilustragfo, & feita uma calibragio
usando o método PLS. Na etapa de validagdo, é feita a escolha
do nimero k de varidveis latentes (que corresponde as compo-
nentes principais neste caso) e a identificacdo de possiveis
“outliers”. A escolha de &, tal como discutido anteriormente,
foi feita através do grifico de PRESS versus nimero de vari-
dveis latentes, mostrado na Figura 6. Conforme se pode obser-
var, a partir de 3 varidveis latentes o valor do PRESS ¢é proxi-
mo de zero. Este resultado de k& = 3 j4 era esperado uma vez
que temos no sistema trés compostos quimicos.
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x10" PRESS em fungio do nimero de vacidvels Iatentes
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Figura 6. Grdfico de PRESS versus nimero de varidveis latentes
obtidos pelo método PLS para as quatro primeiras componentes prin-
cipais.

A Tabela 3 mostra as porcentagens da varidncia descrita
pelo modelo para as trés primeiras varidveis latentes. Os resul-
tados sdo bem semelhantes aqueles obtidos com PCA, indican-
do que os resultados obtidos pela calibracio com o método
PLS serdo bem semelhantes aos obtidos pelo método PCR.

Tabela 3. A varidncia descrita pelo método PLS com trés va-
ridveis latentes (VL).

Porcentagem de Varidncia descrita pelo método PLS

Bloco - X——o- ——Bloco - Y——

VL # Esta VL Total Esta VL Total
1 97,52 97,52 71,43 71,43

2 1,37 98,90 23,78 95,21

3 1.09 99,99 4,70 99.91

Observando-se, agora, o grifico de residuos versus “levera-
ge” (Figura 7), € evidente que as misturas do conjunto de ca-
libragdo possuem valores de “leverage” dentro da faixa consi-
derada normal, ou seja, menor que A, que neste caso tem o
valor 0,81 (= 3*3/11). Pode-se ver também que os valores de
Residuo de Student para as concentragdes, estdo dentro da fai-
xa prevista (-2,5 a +2,5). E necessdrio salientar que neste tini-
co grifico estdo incluidos os resultados obtidos para os trés
analitos. Assim, aparecem trés resultados para uma mesma
amostra, cada um se referindo a um dos analitos.
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Figura 7. Grdfico de residuos de Student versus “leverage” obtidos
pelo método PLS com trés varidveis latentes.
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Foram calculados também os erros percentuais para cada
amostra usada na etapa de calibracio, usando a equagéo

E(%)=(——C"“ C)xlOO

c

Os erros percentuais de previsdo obtidos na validagfo cru-
zada sdo apresentados na Tabela 4, para os trés analitos usan-
do um modelo com trés varidveis latentes. Observa-se que os
resultados sdo bastante satisfatérios, pois de 33 resultados, ape-
nas 5-estdo acima de 1,5%.

Tabela 4. Erros percentuais de previsdo (conjunto de calibra-
¢do), obtidos pela validagio cruzada com trés varidveis latentes.

Mistura 2,4-dnf picrato 2,5-dnf

Erro (%) Erro (%) Erro (%)
01 1,31 -0,52 -0,87
02 -2,25 -0,05 2,36
03 -0,91 0,39 0,06
04 -0,50 0,64 -0,81
05 0,25 -1,04 1,44
06 0,64 -0,77 -0,61
07 -0,13 0,96 -2,52
08 3,69 -0,56 -1,37
09 -0,98 0,42 4,25
10 0,65 -0,84 -1,35
11 0,40 0,96 1,29

O grifico dos trés vetores de regressido (um para cada analito)
no modelo validado com trés varidveis latentes (Figura 8), res-
salta mais uma vez que toda essa faixa dos espectros entre 220
e 530 nm ¢ importante para a modelagem, visto que para cada
intervalo dessa faixa o coeficiente de regressdo é mais significa-
tivo para um dos compostos. E ttil comparar os dados originais
(Figura 2) com o dos “loadings” (Figura 5) e os vetores de re-
gressdo (Figura 8). Esta comparagdo pode facilitar a interpreta-
¢do das forgas que estdo por trds do modelo de regressdo.
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Comprimentos de onda (nm)

Figura 8. Vetores de regressdo obtidos pelo método PLS, com trés
varidveis latentes.

Para terminar o processo de validagfo, as quatro tltimas amos-
tras da Tabela 1 serfio utilizadas como conjunto-teste. A Tabela 5
mostra os erros percentuais de previsdo obtidos para as concentra-
¢Oes dos trés compostos neste conjunto. Conforme se observa, os
valores previstos estdo bem préximos dos reais, indicando que o
modelo estd bem ajustado e com boa capacidade preditiva.
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Tabela 5. Erros percentuais de previsdo do conjunto de previsdo.

Mistura 2,4-dnf picrato 2,5-dnf
Erro (%) Erro (%) Erro (%)
12 -0,30 0,60 -1,60
13 1,75 -0,14 0,63
14 0,93 1,13 0,50
15 3,10 0,29 0,92

As etapas de construgio e validagdo do modelo estdo conclu-
idas estando o mesmo pronto para ser utilizado em previsdes.
Este conjunto de dados foi escolhido para ilustragfio, pelo seu
interesse do ponto de vista quimico.

Para finalizar a ilustragdo, o modelo de calibragdo recém
construido pode ser utilizado para determinar as taxas de trans-
porte das trés espécies quimicas. Para tal, foram registrados 19
espectros na fase de recebimento em intervalos regulares de 5
minutos (Figura 4). As concentra¢des de cada espécie em cada
tempo foram previstas pelo modelo e estdo representadas na
Figura 9. A inclinagfio das respectivas retas correspondem as
taxas de transporte e podem ser determinadas por uma simples
regressdo das concentragdes com os respectivos tempos. Estes
valores sdo apresentados na Tabela 6.
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Figura 9. Grdfico das concentragdes previstas versus tempo para um
experimento de transporte em membrana.

Tabela 6. Taxas de transporte obtidas para cada composto.

Composto Taxa de Transporte (mol min')
2, 4-dnf 1,71x107
2, 5-dnf 1,43x107
Picrato 1,14x1077
CONCLUSOES

2

O objetivo deste trabalho € apresentar um tutorial em
Quimijometria, como um guia prético para se fazer uma calibragio
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multivariada eficiente, bem argumentada e com boa capacida-
de preditiva.

Os métodos tedricos foram introduzidos, inclusive com os co-
mandos apropriados para a linguagem do MATLAB. Abaixo, é
apresentado um roteiro geral que deve ser seguido nestes estudos.

O processo geral de construgdo de modelos de regressdo
consiste de diversas etapas:

1 - Escolha apropriada do preprocessamento nos dados originais.

2 - Calibragdo, isto ¢, construgio do modelo de regressdo para
o conjunto de calibragio.

3 - Validagdo do modelo, escolhendo-se o mimero de componen-
tes principais a serem utilizados e detectando-se amostras
anOmalas, para otimizar a capacidade preditiva do modelo.

4 - Interpretagdo dos “loadings”, “scores” e vetor de regressdo
do modelo validado.

5 - Previsdo de novos dados.

Deve-se observar que a utilizagio de um ambiente compu-
tacional de alto nivel € indispensédvel para que operagBes ma-
temdticas sejam feitas com maior rapidez, eficiéncia e preci-
sdo. Com isto, o quimico tem A mio ferramentas matematicas
de tltima geracdo compativeis com seus instrumentos de labo-
ratério ¢ dispde melhor de seu esforgo para atuar naquilo que
¢ sua especialidade.

Os dados experimentais podem ser obtidos através de con-
tato com os autores. marcia@igqm.unicamp.br
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